Orclever Proceedings of
Research and Development CLEVER

https://doi.org/10.56038/oprd.v4i1.432 Science & Research Group

Konferans Bildirisi

Derin Ogrenme ile Anne Saglig1 Risk Analizi Yapilmasi

Bur¢in Yonel Onem?, Hacer Karacan?

1 Gazi Universitesi Orcid ID: https://orcid.org/0000-0002-5395-5164, E-mail: burcinyonel13@gmail.com,
2Gazi Universitesi, Orcid ID: https://orcid.org/0000-0001-6788-008X , E-mail: hkaracan@gazi.edu.tr

4t International Conference on Access to Recent Advances in Engineering and Digitalization
May 27 - 28, 2024

Received 01 April 2024
Received in revised form 11 May 2024
In final form 23 May 2024

Reference: Onem, B., Y., Karacan, H. Derin Ogrenme ile Anne Saglig: Risk Analizi Yapilmasi.
Orclever Proceedings of Research and Development, 4(1), 1-18.

Ozet

Hamilelik doneminde kadinlar, olusabilecek komplikasyonlar agisindan vyiiksek risk altinda
bulunur. Bu riskler bircok zaman diisiik ve oliimle sonuclanmaktadir. Bu yiizden de hamilelik
boyunca ve hamilelikten once kadin sagligr hem anne hem ¢ocuk i¢in énemli rol oynamaktadir.
Dogumdan once ve sonra, anne ve bebe$in saglik takibi, olusabilecek riskleri en aza indirmek icin
onemlidir. Bu kapsamda, derin 6grenmeye dayali modeller, goriintiiler, saglik kayitlar: ve zaman
verileri kullamlarak komplikasyonlarin tahminini kolaylastirmak gibi cok cesitli caligmalar
yapilmis ve tibbi gorevler icin kullanmilmistir. Bu calismada kullamilan tabular veri setine TabNet
modeli uygulanarak anne sagh$ risk analizi tahminlemesi gerceklestirilmistir. Kullamilan veri
seti Institute of Electrical and Electronics Engineers (IEEE) veri portu tarafindan temin edilmis
olup, bu veri seti, 450 kayit ve 130 oznitelik icermektedir. MSF (Mother’s Significant Feature)
veri setiyle yapilan calismada 8 farkli kategoride risk analizi yapilmaktadir. Kiigiik ve tabular veri
setlerinde daha iyi sonu¢ veren TabNet yonteminden faydalamilmistir. Calismadaki amag, derin
ogrenme modeli olan TabNet modelini kullanilarak klasik makine 06grenmesiyle yapilan
tahminlemelerden daha yiiksek dogruluk oranlart bulmak ve bu sayede anne saglig: risk analizi
yaparken risk tahminleme oranlarini yiikseltmektir. Yapilan deneyler sonucunda, kullanilan
yontemle dogruluk (accuracy) oranlarimin erken dogum (Preterm) (+%2,2), bebekte dogumdan
sonra sarilik tespiti (Jaundice) (+0.55%), sezaryen dogum (C-Section) (+5.55%), vajinal dogum
(Vaginal Delivery) (+28.6%) kategorileri icin arttig1, tam zamaninda dogum (Fullterm) dogruluk
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oranmmn sabit kaldigr goriilmiistiir. Bu oranlar dogrultusunda derin ogrenme ile hamilelik
doneminde anne ve bebek sagligr acisindan risk olusturabilecek durumlarin dogru tahmin
edilebilmesi daha da kolaylasacak ve tibbi olarak anne sagli$1 riski azaltilabilecektir.

Anahtar: Derin Ogrenme, Siniflandirma, Risk Analizi, Anne Saghgi, TabNet .
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Abstract

During pregnancy, women are at high risk of complications. These risks often result in miscarriage
and death. Women's health during and before pregnancy therefore plays an important role for both
mother and child. Health monitoring of mother and baby, before and after birth, is important to
minimize risks. In this context, deep learning-based models have been used for a wide range of
medical tasks, such as facilitating the prediction of complications using images, health records and
time data. In this study, the TabNet model was applied to the tabular dataset used in this study
and maternal health risk analysis prediction was performed. The dataset used was provided by the
Institute of Electrical and Electronics Engineers (IEEE) data port and this dataset contains 450
records and 130 attributes. In the study conducted with the MSF (Mother’s Significant Feature)
dataset, risk analysis is performed in 8 different categories. TabNet method, which gives better
results in small and tabular datasets, was utilized. The aim of the study is to find higher accuracy
rates than the predictions made by classical machine learning using the deep learning model
TabNet model and thus to increase the risk prediction rates when performing maternal health risk
analysis. As a result of the experiments, it was observed that the accuracy rates increased for the
categories of Preterm (+2.2%), Jaundice (+0.55%), C-Section (+5.55%), Vaginal Delivery
(+28.6%), while the accuracy rate for full-term birth remained constant. In line with these rates,
deep learning will make it easier to accurately predict situations that may pose a risk to maternal
and infant health during pregnancy and medically reduce the risk to maternal health.

Keywords: Deep Learning, Classification, Risk Analysis, Maternal Health, TabNet.

Online ISSN: 2980-020X https://journals.orclever.com/oprd 3



Orclever Proceedings of
Research and Development CLEVER

https://doi.org/10.56038/oprd.v4i1.432 Science & Research Group

1. Giris

Hamilelik doneminden 6nce, kadinlarin yasam tarzi anne saghgini etkileyebilir ve riskler
olusturabilir [1]. Bu yasam tarz1 bolgenin cografi, ekonomik, lojistik ve hizmet
kosullarinda dogacak olumsuzluklarla sekillenmektedir. Bu sebeplerle hamilelik 6ncesi
bilinen veya bilinmeyen rahatsizliklardan dolay1 komplikasyonlar olusabilir. Bu yiizden
de dogumdan once ve sonra, anne ve bebegin saglik takibi, olusabilecek riskleri en aza
indirmek igin dnemlidir [2]. Diinya Saghk Orgiitii (WHO) 2017'de yaklasik 300000
kadmin gebelikle iligkili nedenlerden oldiigiinii bildirmektedir [3]. Hamilelikte; yas,
yliksek veya diisiik tansiyon, kan sekeri seviyeleri, viicut 1sis1 ve nabiz gibi bozukluklar
yliksek seviyelerde komplikasyonlara neden olabilir. Bu komplikasyonlara bagh olarak
da hamilelik tehlike altina girebilir, anne ve bebek Oliimleri gerceklesebilir. Olusabilecek
komplikasyonlar1 tahmin ederek komplikasyon riski ve anne-bebek oliimiinii aza
indirmek ic¢in son yillarda derin Ogrenme teknikleri kullanilarak c¢alismalar
yapilmaktadir [4]. Hamilelik doneminde bulanti, kusma, kansizlik, yetersiz beslenme,
iyot-¢cinko eksikligi, idrar yolu enfeksiyonu, hiper tansiyon bozuklugu, psikolojik
bunalim, diisiik tehlikesi, mide sorunlari genellikle goriilen durumlardir [5]. Bu
sorunlarin yani sira, 6liim riski yiiksek olan hastaliklar da olusabilmektedir. Bu riskler,
Diinya Saglik Orgiitii [6] tarafindan tanimlanan anneye 6zgii (maternal), direk ve dolayl
oliim seklinde sonuglanabilir (bk. Tablo 1).

Anne saghig risk analizi ile ilgili yapilan ¢alismalar incelendiginde, makine 6grenmesi
teknikleri kullanildig1 gortlmistiir [7].

Tablo 1. Maternal Oliim Tanimlar:

Maternal Oliim Direkt Dolayli

Bir kadinin hamileyken veya Gebeligin obstetrik Onceden var olan bir hastaliktan veya

hamileligin sona ermesinden komplikasyonlarindan (hamilelik, gebelik sirasinda gelisen ve dogrudan

(lohusalik) sonraki 42 giin dogum ve lohusalik), miidahalelerden, | obstetrik nedenlere bagli olmayan,

icinde, kaza veya tesadiifi ihmallerden, yanls tedaviden veya ancak gebeligin fizyolojik etkileriyle

sebepler disinda, hamilelik yukaridakilerin herhangi birinden siddetlenen hastaliktan kaynaklanan

veya hamileligin yonetimi ile kaynaklanan olaylar zincirinden oliimler. Ornekler arasinda

ilgili veya hamileligin kaynaklanan 6liimler. Ornekler kardiyovaskiiler hastalik, norolojik

agirlastirdigr herhangi bir arasinda genital sistem sepsisi, bozukluklar, genital olmayan

nedenle Sliimii. gebeligin hipertansif bozukluklar1 ve enfeksiyonlar ve psikiyatrik nedenler
tromboz sayilabilir. bulunur.

Hamileligin ilk aylarinda gergeklesen komplikasyonlar sonucu sonlandirilan
gebeliklerde fetal kardiyotokograf (CTG) verileri kullanilarak yapilan bir ¢alismada [8],
makine 0grenme algoritmalari ile yiiksek riskli olan fetiislerin CTG verileri kullanilarak
komplikasyonlar incelenmistir. 10 farkli makine 6grenme modeli ile normal, riskli ve
patolojik fetal durumlari tahminlenmistir. Uzmanlarimin CTG'leri yorumlamalarina gore
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%70'i normal, %20'si stipheli ve %10'u patolojik fetal durumda olan fetiislerin bilgilerini
iceren egitim verileri tizerinde, XGBoost, karar agac1 (decision tree) ve rasgele orman
(random forest) modelleri tarafindan olusturulan siniflandirmalar, CTG izlemelerine
dayali olarak fetiisiin siipheli ve patolojik durumu %96" dan yiiksek oranda
tahminlenmistir.

Yapilan bir diger calismada, erken ol dogum, gec 6lii dogum ve erken dogum
gebeliklerini tahmin etmek icin klasik makine 6grenmesi yontemleri kullanilmistir [9].
Calismanin amaci, klinik bir ortamda kullanilabilecek yeni risk modelleri olusturmaktir.
Yaklagik on alti milyon gdzlemden olusan bir Hastalik Kontrol ve Onleme Merkezleri
(CDC) veri seti, 6znitelik secimi, parametre optimizasyonu kullanildig: fark edilmistir.
Harici dogrulama icin ek bir New York City (NYC) veri seti kullanilarak, siniflandirmalar
icin lojistik regresyon, yapay sinir ag1 ve gradyan artirma karar agaci gibi algoritmalar ile
en iyi performans gosteren makine 6grenimi modelleri araciligiyla AUC oranlari; erken
oli dogum igin 0.76, geg¢ oli dogum igin 0.63 ve erken dogum igin 0.64 seklinde elde
edilmistir. Calismada, lojistik regresyon, derin sinir aglar, Olceklendirilmis Ustel
Dogrusal Birim (SELU) agi, Hafif Gradyan Arttirma Makinesi (LGBM), Ortalama
topluluk (Averaged ensemble) kullamilmis en iyi sonuglar1 SELU agi, LGBM and
averaged ensemble teknikleri vermistir.

Yakin zamanda, anne saglig: risk tahminlemesi {izerine yapilan bir ¢alismada [10]; yas,
kan hastaliklari, kalp atis hiz1 gibi faktorlere bagh komplikasyon riskini azaltmak igin
yapilan risk tahmin etme isleminde yapay sinir aglarmin gelistirilerek derin sinir ag:
mimarisi olan ¢ift yonlii uzun kisa siireli hafiza karar agaglar1 (DT-BiLTCN)
kullanilmistir. 1218 6rnekten olusan veri setine makine 6grenmesi modellerinin yani sira
daha iyi performans ¢ikaran bu modelle Destek Vektor Makinesi (SVM) kullanilarak %98
oraninda dogruluk saglayan sonuglar edilmistir.

Banglades” te 2030 yilina kadar anne ve ¢ocuk oliimlerinin azaltilmas1 amaglanmis. Bu
nedenle analitik araclar ve makine 6grenmesi kullanarak risk faktorlerinin analizi igin bir
calisma [11] yapilmis. Risk faktorlerini siniflandirma yapan analizlerden sonra makine
Ogrenimi algoritmalari ile risk tahminlemesi yapilmistir. Aralarindan Degistirilmis Karar
Agac1 Algoritmas: algoritmasi ile WEKA platformunda en yiiksek dogruluga %97
oraninda ulasilmis.

Filipinler'de hamileler i¢cin dogum hizmetlerinin gelistirilmesi ve olumsuz hamilelik
sonug dogrulugunu tespit etmek icin, bulut tabanlh bir sunucu ile alinan 97 6rnekli bir
veri setine Decision Tree, Random Forest Decision Tree, K-Nearest Neighbor, and
Support Vector Machine makine 6grenme algoritmalari uygulanmistir [12]. Tim
algoritmalarin dogruluk orani test edildikten sonra en yiiksek dogruluk %98.7 orani ile
Random Forest Desicion Tree algoritmasiyla gergeklesmistir.
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Nijeryanin kirsal ve uzak kesimlerinde yasayan kadinlar i¢in anne oliimlerinin
tahminlemesi ve risk degerlendir sisteminin gelistirilmesi icin yapilan calismada [13], kan
basinc, kan sekeri seviyesi, kilo gibi fizyolojik parametrelerdeki degisikliklerden, olusan
komplikasyonlar1 tahminlemek i¢in makine Ogrenmesi metotlar1 kullanilmistir.
MATLAB iizerinde, Karar Agaci Smmiflandirma ve Regresyon (DTCR) yontemini
kullanarak risk tahminlerini uygulanabilir hale getirilmis ve %89.2 dogru smiflandirma
yapilmis. Daha sonra, SVM modeli ile karsilagtirmali bir analiz yapilmistir ve dogru
siniflandirma orani %69.5 olarak belirlenmis.

Tablo 2. Anne Saglig1 Derin Ogrenme Calismalar:

Calisma Hedefleri Nitelik Kategorileri Kullanilan Algoritmalar Y1l
Gebelikte anne saghgi risk | Anneye ait tibb1 ve ANN(Artificial Neural 2023[7]
smiflandirmasi fizyolojik faktorler Network), RF(Random

Forest)
Asir1 erken dogum Elektronik saghk RNN(Recurrent Neural 2019[14]
tahminleme kayitlar Network)
Preeklampsi (PE) erken Demografik faktorleri | CSDNN(Cost-Sensitive 2022[15]
tahminlenmesi anneye ait faktorler Deep Neural Networks)
Hamile kadinlarin stres - DRNN(Deep Recurrent 2022[16]
diizeyi tahminleme Neural Network))
Annenin fetal ve eg Anneye ait tibb1 ve CNN(Convolutional 2021[17]
zamanli saglik durumu fizyolojik faktorler Neural Network)
siniflandirmasi

Klasik Makine Ogrenmesi ile yapilan calismalar diginda, derin dgrenme ile yapilan
calismalar hem yeni hem de az sayidadir. Giiniimiizde derin 6grenmeye olan ilgiyle
calismalar artacaktir. Tablo 2’de anne saghg: ile ilgili derin 0greneme ile yapilan
calismalarin hedefleri, 6znitelik tiirleri ve algoritmalar arasindaki iliski gosterilmektedir.

Literatiirdeki ¢alismalarda klasik makine ogrenmesi ile siniflandirmalar, eksik veri
temizleme vb. gibi 6n islemelerinden sonra kiigiik veri setlerinde deneyler yapilmistir.
Derin 6grenmede ise 0n islemler azaltilarak direk sonug¢ odakli deneyler yapilmaktadir.
Derin 6grenmede biiyiik veri setleri kullanilmasinin aksine bazi modeller TabNet gibi,
kiigiik veri setleriyle de daha yiiksek tahminlemeler yapabilmektedir.

Bu arastirmalar 1s181nda, daha 6nceden makine 6grenmesi uygulanan kiigiik bir veri
setine derin 6grenme yontemi olan TabNet uygulayarak dogrulugu ve kesinligi daha
yliksek sonuglar elde edilmesi amaglanmistir. Tahminlemesi yiiksek modeller sayesinde
tibbi alanda anne ve bebek sagligi agisindan risk olusturacak komplikasyonlar:
bulunarak dogru miidahale edilmesi hedeflenmektedir.
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2. Materyal ve Yontem
21. Veri Seti

Calisma kapsaminda kullanilan Mother’s Significant Feature (MSF) veri seti 450 kayit ve
130 nitelikten olusmaktadir. 130 nitelik; anneni fiziksel, saglik, yasam tarziyla, sosyal
statiisii, stres seviyesi, hamilelik ve bebek sagligi ile ilgili 6zniteliklerden olusmaktadir.
MSF veri setinde ‘1" ‘evet/dogru’, ‘0" ise ‘hayir/yanlis’ anlamina gelmektedir. Eksik
degere sahip nitelikler asagida belirtilmistir:

. Dogumdan Once Annenin Agirlig

. Diisiik Gegmisi

. Istek

. Aile Destegi

. Aileyi destekleyen kadinlar

d Hobiler

MSF veri seti tizerinde gerceklestirilen ¢alisma sonucu risk analizi tahmini yapilan
nitelikler ise Tablo 3’ te belirtilmistir.

Tablo 3. Risk Analizi Yapilan Nitelikler

Erken dogum (Preterm)

Tam zamaninda dogum (Fullterm)

Tek/ikiz bebek (No of Births)

YYBU'de kalma zorunlulugu (NICU Stay)
Bebekte dogumdan sonra sarilik tespiti (Jaundice)

Sezaryen Dogum (C-Section)
Vajinal Dogum (Vaginal Delivery)

Dogum i¢in yapay agr1 verme ihtiyaci (Induce Pain)

2.2.  GAN Metodu

Kullanilan veri seti boyutu 450 ornekten olusmaktadir. Veri seti biiytikligii, sonuglar:
tahminlemede 6nemli oldugu ve derin 6grenme modelleri kullanirken biiytik verilere
ihtiya¢ duyuldugu igin ilk olarak Generative Adversarial Network (GAN) metodu ile veri
iretimi saglanmistir.

GAN, biri tiretici ve biri tahminleyici olan iki sinir agindan olusan derin 6grenme
mimarisidir: Ureteg, belirli bir gercek veri drnekleri kiimesine benzer yeni veri drnekleri
iiretmek tizere egitilir. Buna karsilik, tahminleyici, tiretilen 6rnekler ile gercek ornekler
arasinda ayrim yapmak tizere egitilir. Bu iki ag birbiriyle rekabet halinde egitilir; tiretici
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gercek Orneklerden ayirt edilemeyen Ornekler iiretmeye calisir ve tahminleyici de bir
ornegin gercek mi yoksa tiretilmis mi oldugunu dogru bir sekilde belirlemeye ¢alisir [18].

Gergek Veri Omedgi
(Real Data
Samples)

Tahminleyici{Discriminator)
Kosul(Condition)

Dogru mu? (Is it

correct?)

Hatali Veri Uretimi
(Generated Fake Samples)

Iince Ayar Egitimi
(Fine Tuning Training)

Uretici
(Generator)

Gizli Rastgele Degisken
(Latent Randon Variable)

Sekil 1. GAN Caligma Diyagrami

Amag, GAN metodu kullanarak 450 6rnekten olusan veri setini 2000 6rnege ¢ikararak,
uygulanacak model ile daha kesin ve dogru sonuglar elde etmektir.

2.3. TabNet Modeli

TabNet modelinde, tablo verileri herhangi bir 6n isleme olmadan, gradyan inis tabanl
optimizasyon kullanilarak egitim i¢in kullanilir. Her karar adiminda nitelikleri se¢gmek
icin sirali dikkat kullanir ve Ogrenme kapasitesi en kullanish Oznitelikler igin
kullanildigindan yorumlanabilirlik ve daha iyi 6grenme saglar. Oznitelik secimi drnek
bazindadir ve egitim veri kiimesinin her satir1 i¢in farkli olabilir. TabNet, 6znitelik segimi
ve sentetik azinlik-Ornekleme teknigi (SMOTE) olarak bilinen tek bir derin 6grenme
mimarisi kullanir [19].

TabNet modelinde iki gesit 6grenme modeli bulunmaktadir. Sekil 2 denetimsiz 6n egitim,
Sekil 3 ise denetimli ince ayar olarak ifade edilmektedir. Denetimsiz 6n egitim dekoder
sayesinde maskeleme yapip yeniden tahminleme ile sistemi egitirken, Sekil 3’te belirtilen
denetimli ince ayar yontemi de karar agaci yapisiyla sonucun dogru ve yanlis olmasini
tespit etmektedir.
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Age Cap. gain Education Occupation Gender Relationship
53 200000 7 Exec-managerial F Wife

19 1] 7 Farming-fishing M ?

? 5000 Doctorate Prof-specialty M Husband
25 ? ? Handlers-cleaners F Wife

59 300000 Bachelors ? ? Husband
33 0 Bachelors ? F ?

? 0 High-school Armed-Forces ? Husband

\ TabNet encoder /

<>

TabNet decoder

Age Cap. gain Education Occupation Gender Relationship
Masters
High-school Unmarried
43
0 High-school F
Exec-managerial ™M
Adm-clerical Wife
39 M
Sekil 2. Denetimsiz On Egitim [19]
Age Cap. gain Education Occupation Gender Relationship
60 200000 Bachelors Exec-managerial M Husband
23 0 High-school | Farming-fishing M Unmarried
45 5000 Doctorate Prof-specialty M Husband
23 0 High-school | Handlers-cleaners F Wife
56 300000 Bachelors Exec-managerial M Husband
38 10000 Bachelors Prof-specialty F Wife
23 0 High-school Armed-Forces M Husband
\ TabNet encoder /

[ =

True

False

True

False

True

True

False

Sekil 3. Denetimli Ince Ayar [19]
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TabNet Sekil 4’te gortlditigii gibi sirali dikkat mekanizmasimi kullanarak karar agaci
davranigin taklit eder. Agin daha kararli hale gelmesi ve es zamanli 6grenime olanak
saglamak adina Batch Normalizasyon (BN) yapilir. Ardindan 6znitelik se¢imi adimina
gegilir.

________________________________________________

|
i

Split -

i

|

Feature |
transformer | |
i

i

1 Attentive

1 transformer
!

i
1| Attentive
1| transformer

Features

Sekil 4. TabNet Encoder Mimarisi[19]

TabNet Sekil 5'te kod ¢oziicii, kodlayicr tarafindan olusturulan orijinal 6zellikleri kendi
yeniden olusturmak igin baz1 kisimlar1 maskeler ve iyi tahmin etmeyi 6grenerek egitim

yapar.

Encoded representation

Step 1 i 1Step 2 1
| P

| P

E Feature i i Feature

! transformer |11 transformer

i Lo

1 ] 1

Reconstructed
features

Sekil 5. TabNet Kod Coziicti Mimarisi [19]

Feature
transformer

Shared across decision steps Decision step dependent

Sekil 6. Oznitelik Doniistiiriiciiler[19]
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Sekil 6'te gosterildigi {izere Oznitelik se¢imi Tamamen Bagh Katman (Fully Connected
Layer (FC)), Batch Normalizasyon ve Gegitli Dogrusal Birim (Generilized Linear Unit
(GLU) ) dan olusan GLU Bloklarindan olusmaktadir. GLU blogun gorevi, gizli birimlerin
modelin derinlerine yayilmasma izin vermek ve patlayan, kaybolan gradyanlar
onlemektir. Sekil 3’'te goriilen dort farkli GLU blok yapisinin ilk ikisi karar adiminda
paylasilip diger ikisi karar adimina bagh olarak 6zniteliklerin boyutunu ayarlamaktadir.
Ogrenmeyi stabilize etmek icin de V0.5 carpanini kullanmaktadir [16].

Attentive
transformer

xewasiedg

Sekil 7. Ozenli Déniistiiriiciiler[19]

FC'nin temel islevi, modelin girdi verileri ile agirliklar arasinda matris ¢arpimini yapmak
ve ardindan bir aktivasyon fonksiyonunu uygulamaktir. Bu islem, agirliklar1 6grenme
siireci boyunca ayarlamak igin kullanilir ve modelin girdileri ile ¢iktilar1 arasindaki
karmasik iliskileri 6grenmesine olanak tanir. Sekil 7’de 6zenli dontistiiriiciiler Prior
Scales olarak onceki Olgekler ile kiyas amagh bir ¢arpan kullanmaktadir. Bu ¢arpan 1
oldugu stirece tiim Oznitelikler esit oncelikli olarak isleme devam etmektedir. Modelin
ogrenme siirecini daha iyi hale getirmek ve asir1 odaklanmay1 azaltmak i¢in Sparsemax
fonksiyonu kullanilmaktadir. Ayrica Sparsemax, mevcut karar adimindan once her bir
ozelligin ne kadar kullanildigini belirlemek i¢in kullanilmaktadir [20].

Oznitelik secimi sonucunda aktivasyon fonksiyonu olan Rectified Linear Unit (ReLU)
kullanilir. Yapay sinir aglar1 ve derin 6grenme modellerinde siklikla kullanilan ReLU
fonksiyonu, ozellikle 6grenme siirecini hizlandirmasi ve hesaplama agisindan daha
verimli olmasi nedeniyle kullanilmaktadir. ReLU fonksiyonunun matematiksel formiilii
su sekildedir:

f(x) = max(0,x) (1)
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Bu fonksiyon, girdi x negatifse sifir, pozitifse x degerini alir. Yani, negatif girdilere kars:
pasif, pozitif girdilere karg: lineer tepki verir. ReLU'nun avantajlar1 sunlardir; basit ve
hizli hesaplama, sifir olmayan tiirev, gradyan tabanli optimizasyon algoritmalariyla daha

etkili calismasi. Ayrica ReLU, asir1 uyum gosterme (overfitting) egilimini azaltir.

Sirali olarak kullanilan TabNet encoder yapisi veri biiytikliigiine gore sirali adim sayisi

denenerek en iyi dogruluk orani1 bulmay1 saglamaktadir.

3. Sonuglar

MSF veri seti, Python dili kullanilarak IDLE {izerinde gelistirme yapilarak kullanilmistir.
GAN metodu kullanilarak veri tiretimi gergeklestirilmistir. 450 ornekten 2000 6rnek

olusturulmustur.

Generator

i [n, 256] :{'I,eakyRelu + [n, 256] s
Input [n, D] »! Linearl * Batchiorm; ~| Linear2
-

Output [n, D : LeakyRelu +/
put [n, Dy # Linear4 "maamhmrm;

(n, D |

Sekil 8. GAN Ureticisi

[n. 512] .lieakyReIu *.‘.-" [n. 512]
" BatchNorm/ ]

Linear3

[n, 1024]

Jeneratoriin rolii veri tiretmektir. Baslangicta, bu veriler rastgele giiriiltii olacaktir, ¢tinkii
jenerator gercek veri dagitimi hakkinda fazla bilgi olmadan calismaya baslar. GAN
egitildikge tiretici, gercek veri dagilimina yaklasan verileri tiretmeyi 6grenir. Jenerator,
genellikle normal veya diizgiin bir dagilimdan 6rneklenen rastgele bir giiriiltii vektoriinii
alan bir giris katmaniyla baglar. Bacth Normalizasyonu, genellikle onceki katmanin
ciktisini normallestirerek 6grenmeyi stabilize etmek icin katmanlar arasinda kullanilir.
ReLU (Diizeltilmis Dogrusal Birim) veya Leaky(Sizdiran) ReLU, jeneratordeki
aktivasyon fonksiyonlari i¢in yaygin se¢cimlerdir. Bu islevler modele dogrusal olmamay1
getirerek karmasik veriler iiretmesini saglar. Sizdiran bir ReLU, negatif giris degerleri
icin sifir olmayan kiigiik bir ¢ikisin bulunmas: disinda normal bir ReLU'ya benzer.
Makale, jenerator ¢ikisi icin TanH aktivasyon fonksiyonunu kullandigimizi 6ne siiriiyor,
ancak bunun nedeninin, TanH fonksiyonu modelin daha hizli yakinsamasina izin

vermesi nedeniyle kullanilmaktadir (bk. Sekil8).
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Discriminator

e , il 4 Finos2 | . 256] ¥ In, 256]
Generato Lineary | [N 5121 _ feakyRelu+; [n.]512 Finaare JeakyRelu +,
output [n, Dy f Dropout f Dropout | }

Linear3

DiscriminatorOutput

Sekil 9. GAN Tahminleyicisi

Sy { eakyRelu > : I
- Linear4 4 a J
1] | _|<ln. 256) SN [n, 256]

Sekil 9’da gosterilen GAN Tahminleyicisi, iireticiden gelen veriler ile gercek veri
orneklerini birbirinden ayirmak sigmoid katmanimi ile mantiksal seg¢im islemini
gerceklestirmektedir.

Veri seti ¢ok az ornekten olustugu icin oncelikle deney sonuglarinin dogruluk ve kesinlik
oranlarini yiikseltmek icin veri iiretme islemi gerceklestirilmistir. Tablo 4'te GAN
metodunda kullanilan degiskenler agiklanmaktadir. GAN’dan sonra F1 oranlar: verinin
ilk haline gore yiiksek cikinca TabNet modeline ait olan parametreler ile deneyler
yapilmistir.

Tablo 4. GAN Metodu Parametreleri ve Tanimlar

Metot Parametreleri | Tanimlari

GAN Vanilya GAN(Klasik GAN)

D Ozellik Sayisi

samples Sentetik veri kiimesindeki 6rnek say1s1(2000)

n Parti Biiytikliigii(Batch size)

D- Giriiltiiniin 6nceki veya gizli uzaydaki boyutu

TabNet modelinde kullanilan degiskenler ve tanimlar1 Tablo 5" te agiklanmaktadir. Bu
parametrelerden bazilari, deneyde varsayilan degerlerinden farkli kullanarak daha
dogru ve kesin sonuglar alabilmek igin kullanilmaktadir. Tablo 5'te agiklanan ilk dort
parametrenin kombinasyonlari ile deneye baslanmis daha sonra en iyi sonuglar alinan
parametreler belirlenmistir. Belirlenen parametreler iizerinde daha detayli deneyler
yapilarak sonuca ulagilmaistir.

Online ISSN: 2980-020X https://journals.orclever.com/oprd

13



Orclever Proceedings of
Research and Development

https://doi.org/10.56038/oprd.v4i1.432

CLEVER

Science & Research Group

Tablo 5. TabNet Model Parametreleri ve Tanimlar

Model Parametreleri

Tanimlar

n_ds : int (varsayilan=8)

Karar tahmin katmaninin genisligi. Daha biiyiik degerler, asir1
uyum riskiyle birlikte modele daha fazla kapasite saglar.
Degerler genellikle 8 ila 64 arasinda degisir.

n_as: int (varsayilan=8)

Her maske icin dikkat gémme genigsligi. Makaleye gore
n_ds=n_as genellikle iyi bir se¢imdir.

n_steps : int (varsayilan=3)

Mimarideki adim sayis1 (genellikle 3 ila 10 arasinda)

gamma : float (varsayilan=1.3)

Bu, maskelerdeki 6zelliklerin yeniden kullanim katsayisidir.
1'e yakin bir deger, maske se¢imini katmanlar arasinda en az
korelasyonlu hale getirecektir. Degerler 1.0 ile 2.0 arasinda
degisir.

n_independent:int(varsayilan=2)

Her adimda bagimsiz Gegitli Dogrusal Birim katmanlarmin
sayisl. Olagan degerler 1 ile 5 arasinda degisir.

max_epochs : int (varsayilan =
50)

Egitim i¢in maksimum epok sayisi.

patience : int (varsayilan = 50)

Erken durdurma gergeklestirmeden once iyilesme olmayan
ardisik epok sayisi. Patience 0 olarak ayarlanirsa, erken
durdurma gergeklestirilmez.

batch_size:int (varsayilan=32)

Parti bagina 6rnek sayisi. Biiyiik parti boyutlar: tavsiye edilir.

virtual_batch_size : int
(varsayilan=32)

"Hayalet Toplu Is Normallestirme" igin kullanilan mini toplu
islerin boyutu

num_workers : int
(varsayilan=0)

torch.utils.data.Dataloader iginde kullanilan is¢i sayist veya
is¢iler

drop_last : bool (default=False)

Egitim sirasinda tamamlanmamigsa son partinin birakilip
birakilmayacagi

weights : int veya dict
(varsayilan=0)

Sadece TabNetClassifier i¢in int: drnekleme parametresi; 0 ise
ornekleme yok, 1 ise ters smif olusumlar1 ile otomatik

ornekleme. dict: anahtarlar simiflardir, degerler her sif igin
agirliklardir.

Klasik Makine Ogrenmesi yontemleri kullanilarak hazirlanan bir ¢alismada MSF veri seti
kullanilmigtir [21]. Bu galisma on isleme, nitelik se¢me ve gorsellestirme islemleri
sonucunda F1 degerleri belirtiimemekle beraber 8 nitelik i¢in baz1 dogruluk oranlar:
bulunmustur. Tablo 6’da 6zetlendigi iizere makine 6grenmesinde elde edilen sonuclar
dogrultusunda, derin 6grenme modeli olan TabNet kullanarak bu sonuglarin dogruluk
oranlarmin arttirilmasi hedeflenmistir. Naive Bayes Classifier 8 nitelik icin dogruluk
orani en yiiksek sonug veren yontem olarak goriilmektedir. Bu oranlar nitelik secimleri
sonucunda yiikselmigtir. Nitelik se¢meden o©nce dogruluk oranlar1 tabloda
gordiigtimiizden daha diisiik ¢itkmistir. Koyu renkle gosterilen diger yontemlerin yiiksek
¢itkmasinin nedeni Fine-Tunning uygulanmasidir [21].

Tablo 6’da ki sonuglara karsilik yapilan TabNet modeli kullanilarak bircok deney
yapimistir. Yapilan deneylerde Sekil 10°da gosterilen parametreler, ideal model
parametreleri olarak belirlenmistir. Bu parametreler ile yapilan 6grenmeler sonucunda
Tablo 7’daki sonuglar GAN kullanilmadan ve GAN kullanildiktan sonra elde edilmistir.
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GAN metodu kullanildiktan sonra uygulanan TabNet modelinde 4 niteligin makine
ogrenmesinden daha yiiksek sonuclar verdigi goriilmiistiir. Induce Pain’in, Naive Bayes
Classifier modeline gore TabNet ile daha yiiksek dogruluk verdigi goriilmiistiir. No. Of
Births i¢in de Naive Bayes Classifier hari¢ diger kullanilan modellerden daha yiiksek
dogruluk oranmna ulastigi sonucu ¢ikarilmistir. Fullterm ise makine Ogrenmesi

modellerinden iyi sonug ile ayn1 sonucu vermistir.

Tablo 6. Makine Ogrenmesi Modelleri Dogruluk Oranlart

Nitelikler Naive Bayes | XGBoost Random Forest | Decision Tree
Classifier Classifier Classifier

Preterm %84.44 %84.16 %83.34 %83.39

Fullterm %84.44 %84.16 %83.34 %83.05

No. of Birth %98.89 %97.77 %97.77 %97.5

NICU Stay %81.11 %78.05 %78.89 %83.89

Jaundice %87.78 %89.16 %88.89 %89.45

C-Section %58.89 %56.67 %58.89 %53.61

Vaginal Delivery | %58.89 %57.22 %58.89 %53.61

Induce Pain %92.22 %98.89 %97.77 %96.66

File Edit Format Run Options Window Help

wh = Workbook ()

Sekil 10. TabNet Modelinde Kullanilan Model Degerler

Tablo 7. TabNetModeli Dogruluk Oranlar

Nitelikler Dogruluk Dogruluk
Orani(GAN ile) Oran1(GAN
olmadan)
Preterm %86.67 %80
Fullterm %84.44 %83
No. of Birth %97.78 %96
NICU Stay %74.44 %74
Jaundice %90 %84
C-Section %64.44 %84
Vaginal Delivery | %77.53 %79
Induce Pain %96.67 %96

openpyxl load workboock
openpyxl.workbook Workbook
workbook name = 'experiments.xlsx'
__name ==" main ":
headers = ['n independent', 'gamma','n d','n a', "n steps"”, "accur
n independents = [1, 3, 4, 5]
gammas = [1, 1.2, 1.3, 1.4, 1.5, 1.6, 1.7, 1.8, 1.9, 2]
n ds = [2, 4, 8, 16, 32]
n as = [2, 4, 8, 16, 32]
n steps list = [3, 4, 5, &, 7, 8, 9, 10]
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Yapilan ¢alisma gostermektedir ki; veri arttirimi yapilarak derin 6grenme ile daha az
onisleme ile daha yiiksek dogruluk oranlarinda anne saghg: risk analizi yapilmistir.
Tahminleme ytizdelikleri arttirilmistir.

4. Tartisma

TabNet ham, islenmemis tablo verilerini alir ve gradyan inis tabanli optimizasyon
kullanilarak egitimden geger. Oznitelikleri secmek icin her karar adiminda sirali dikkati
kullanir. Bu, Ogrenme kapasitesini en kullanigli Ozniteliklere tahsis ederek
yorumlanabilirligi artirir. Oznitelik secimi bireysel olarak yapilir, dolayisiyla egitim veri
setinin her satir1 i¢in farkl olabilir. TabNet, 6znitelik se¢imi ve muhakeme i¢in yumusak
Oznitelik se¢imi olarak adlandirilan tek bir derin 6grenme mimarisi kullanur.

Zamana bagli olmayan ve kiiciik boyutlu veri setlerinde aga¢ tabanli olan yapzsi ile sirali
ogrenme adimlar1 sayesinde TabNet 6grenmeyi kolaylastirmaktadir. Genel tahmin
kalitesini artiran iki asamali, kendi kendini denetleyen bir 6grenme yapisina sahiptir.
Deneyler, daha az egitilebilir parametrelere sahip daha kiigiik modellere yol agan
gelismis Oznitelik se¢im siirecini dogrulamaktadir. Ayrica TabNet, 6zniteligin dneminin
daha dogru bir sekilde yorumlanmasini saglarken, aga¢ tabanli modellerden ve
MLP'lerden tutarh bir sekilde daha iyi performans gosterir.

Klasik makine 6grenmesi modellerinin aksine TabNet, dl¢eklendirme veya on isleme
olmadan dogrudan modele girilebilen ve degisken 6nemi kolayca tanimlanabilen derin
ogrenme tabanli bir tablosal veri modelidir.

TabNet her sinif i¢in ayr1 model olusturmadan egitime olanak saglar. Belirli bir veri
noktasma odaklanmak icin dikkat yapisi kullanir. Nitelik sayis1 odaklanmaya gore
degistirilebilir. Karar ve agirlik iyilestirmeye olanak saglar. Ince ayar yaklagimi saglar.
Ozellik secimini otomatiklestirir, modelin bununla ilgilenmesine gerek kalmaz. Bu
avantajlarin aksine tablo veri kiimeleriyle iyi performans gosterir. Oldukc¢a karisik bir
yapirya sahiptir. Sekil 8de gosterilen hiper parametreler manuel olarak
yapilandirilmalidir.

TabNet uygulamasinin sonuglarina da bakilarak, bu derin 6grenme modelinin, makine
ogrenmesi modelleri ile yapilan ¢alismanin sonuglarindan daha yiiksek dogruluk
oranlar1 vermektedir. TabNet diger derin 6grenme modellerine nazaran zamana bagl
olmayan kiiciik boyuttaki tablo verileri igin kullaniminda iyi sonug verseler de veri
setinin ¢ok kiiciik olmasi sonuglar1 degistirebilmektedir. GAN metodunun uygulanmasi
ile bu degisim net goriilmektedir.
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Anne saghg risk analizi, hamilelik ve dogum/dogum sonrasimi1 kapsayacak sekilde
olusacak komplikasyonlarin olasiligini belirlemede 6nem tegkil etmektedir. Bu ¢alismada
Tablo 3’te belirtilen niteliklerin risk tahminlemesine yonelik derin 6grenme kullanilarak
bir model olusturulmustur. Klasik makine 6grenmesi teknikleri kullanilarak yapilan
calismaya karsin, daha yiiksek dogruluk oranlari ile tahminleme yapan derin 6grenme
modeli ile anne saglig1 acisindan riski en yiiksek sekilde tahminleme yapilmasi
hedeflenmistir. Bu sayede, anne saghgiyla iligkili risk faktorlerini tahmin etmek ve
olusabilecek komplikasyonlar1 azaltmak veya onlemek icin bu g¢alismadaki model
kullanilabilir.

5. Tesekkiir

Calisma boyunca beni destekleyen aileme ve engin bilgileri ile bana yol gosteren Prof.
Dr. Hacer Karacan’a ¢ok tesekkiir ederim.
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